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摘　要：针对目前工业上金属轴零件在加工的过程中可能由于加工失误、本身材质等原因产生不同缺陷，而传统的检测
方法检测精度和泛化能力有限的现状，课题组提出了基于深度学习的不规则特征识别技术，来提升对金属轴表面缺陷的

检测效率。课题组设计了金属轴表面缺陷图像预处理方法，提升采集的缺陷图像的质量；对传统深度学习ＦａｓｔｅｒＲＣＮＮ
进行改进，设计了模型的特征提取网络、ＲＰＮ网络、分类网络以及模型参数，提升模型的检测性能。实验结果表明本技术
能有效提升工业流水线对金属轴缺陷的检测效率和精度，可同时检测多种不同种类的缺陷。课题组的研究成果具备良

好的泛化能力。
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　　随着科学技术的不断进步，出现了许多自动化无
损探伤检测的技术，常规的轴表面缺陷无损探伤检测

方法有渗透探伤检测、磁粉探伤检测和超声波探伤检

测等，都存在一些难以克服的缺点。比如渗透检

测［１］，只能检出零件表面开口的缺陷，对被污染物堵

塞或经机械处理（如喷丸抛光和研磨等）后开口被封

闭的缺陷不能有效地检出；磁粉探伤检测［２］，对于裂

纹类的缺陷非常有效，而对于其它的一些缺陷敏感度

不是很高；超声波探伤检测法［３］，受油污的影响较大，

轴表面在超声波探伤时不得有油污，因此在车间环境
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中准确率受到限制。自２０世纪以来，机器视觉技术在
缺陷检测和质量监控领域已得到广泛应用［４５］，视觉检

测相对来说工序简单，检测速度快，不需要人为去观

察，而且在识别能力上有很大的提升空间，但传统的视

觉检测方法存在较明显的弊端，而且对于曲面类金属

产品，普通的视觉识别受光线影响较大，识别效率也很

低。课题组针对金属轴表面缺陷，采用线扫描［６］的方

式获取视觉图像，有效避开高光，同时对算法进行改

进，抛弃传统的模板匹配方法，采用深度学习目标检测

领域的 ＦａｓｔｅｒＲＣＮＮ算法并进行改进，实现对表面缺
陷的精准识别和定位。

１　缺陷图像预处理
１．１　缺陷图像去噪

课题组采用双边滤波［７］对图像进行去噪，由于样

本集存在大量的细小和细长缺陷，因此对边缘保存要

求比较高，双边滤波器基于空间分布的高斯滤波函数

可以做到很好的边缘保存，在边缘附近，离的较远的像

素不会对边缘上的像素值产生太大影响。双边滤波处

理后的缺陷效果如图１所示。

图１　表面缺陷双边滤波效果图
Ｆｉｇｕｒｅ１　Ｂｉｌａｔｅｒａｌｆｉｌｔｅｒｉｎｇｅｆｆｅｃｔｏｆｓｕｒｆａｃｅｄｅｆｅｃｔ

１．２　缺陷图像锐化
课题组采用Ｃａｎｎｙ算子［８］对去噪后的图像进行边

缘检测再映射回原始图像进行锐操作。Ｃａｎｎｙ算子的
梯度是用高斯滤波器的导数计算得到的；检测边缘的

方法是寻找图像梯度的局部极大值，它不是通过微分

算子检测边缘，而是在满足一定约束条件下推导出的

边缘检测最优化算子，其最优性与３个标准有关，分别
是检测标准、定位标准和单响应标准。通过 Ｃａｎｎｙ锐
化后的效果如图２所示。

图２　表面缺陷锐化效果图
Ｆｉｇｕｒｅ２　Ｓｈａｒｐｅｎｉｎｇｅｆｆｅｃｔｏｆｓｕｒｆａｃｅｄｅｆｅｃｔ

２　ＦａｓｔｅｒＲＣＮＮ模型的设计
２．１　ＦａｓｔｅｒＲＣＮＮ模型的总体框架

本项目中基于ＦａｓｔｅｒＲＣＮＮ［９］的金属轴表面缺陷
检测方案如图３所示。方案主要分为２个模块，分别
是基于ＲＰＮ区域建议网络模块用来生成候选区域，以
及基于ＦａｓｔＲＣＮＮ的分类网络模块对 ＲＰＮ生成的候
选区域进行检测分类。先送入经过图像预处理后的金

属轴表面线扫描图，通过共享卷积神经网络提取卷积

特征图，再通过 ＲＰＮ网络快速生成候选区域，由非极
大值抑制初步消除冗余的候选框，之后再通过 ＲＯＩ池
化层对候选框提取特征，直接由卷积神经网络中的全

连接层输出 Ｓｏｆｔｍａｘ多分类以及框回归，最后通过非

极大值抑制精筛选框得到最后的输出。

图３　基于ＦａｓｔｅｒＲＣＮＮ的金属轴
表面缺陷检测方案

Ｆｉｇｕｒｅ３　Ｍｅｔａｌｓｈａｆｔｓｕｒｆａｃｅｄｅｆｅｃｔｄｅｔｅｃｔｉｏｎ
ｂｌｕｅｐｒｉｎｔｂａｓｅｄｏｎＦａｓｔｅｒＲＣＮＮ

·１６·　［自控·检测］ 　 　 赵欣洋，等：基于深度学习的不规则特征识别检测技术 　 　 　　　　　　　



２．２　特征提取网络设计
由于样本集里存在大量的小缺陷样本，小缺陷对

卷积特征图谱的尺寸比较敏感，卷积特征图谱尺寸过

小将影响最后的精度，而且网络的深度对检测速度有

很大的影响。综合考虑检测速度和精度，课题组采用

基于ＶＧＧＮｅｔ１６［１０］特征提取网络，结构如图４所示。

图４　基于ＶＧＧＮｅｔ１６的特征提取网络结构
Ｆｉｇｕｒｅ４　Ｆｅａｔｕｒｅｅｘｔｒａｃｔｉｏｎｎｅｔｗｏｒｋ

ｂａｓｅｄｏｎＶＧＧＮｅｔ１６
图４中只选用 ＶＧＧＮｅｔ１６的前１７层，用到了１３

个卷积层和４个最大池化层，共分为５个模块。输入
的图片数据是金属轴表面线扫描图预处理后的图片，

图片矩阵尺寸为５１２×５１２×１。第１模块由２层相同
卷积层和１层最大池化层组成，卷积核选取的尺寸是
３×３，通道为６４，全０填充为１层，步长为１，池化核选
取尺寸为２×２，步长为２，通过２个卷积层和１个最大
池化层之后，输出矩阵的尺寸变为２５６×２５６×６４。第
２模块也是由２层相同的卷积层和１层最大池化层组
成，卷积核选取的是３×３尺寸，通道为１２８，全０填充
为１层，步长为１，池化核选取尺寸２×２，步长为２，通
过２个卷积层和１个最大池化层之后，输出矩阵的尺
寸变为２５６×２５６×１２８。第３模块由３层相同卷积层
和１层最大池化层组成，卷积核都是选取３×３尺寸，
通道为２５６，全０填充为１层，步长为１，池化核选取尺
寸２×２，步长为２，通过３个卷积层和１个最大池化层
之后，输出矩阵的尺寸变为１２８×１２８×２５６。第４模
块由３层相同卷积层和１层最大池化层组成，卷积核
都是选取３×３的尺寸，通道为５１２，全０填充为１层，
步长为１，池化核选取尺寸２×２，步长为２，通过３个卷
积层和 １个最大池化层之后，输出矩阵的尺寸变为
６４×６４×５１２。第５模块只由３个卷积层组成，卷积核
都是选取３×３的尺寸，通道为５１２，全０填充为１层，

步长为１，输出矩阵的尺寸维持在３２×３２×５１２。经过
ＶＧＧＮｅｔ１６的５个部分之后，输出的特征卷积图谱尺
寸为３２×３２×５１２。
２．３　ＲＰＮ网络设计

ＲＰＮ网络的输入可以是任何尺寸的图像，输出是
一组矩形目标候选区域以及每个区域的得分。ＲＰＮ
的核心是ａｎｃｈｏｒ，为了保障适应不同尺寸的目标，ＲＰＮ
网络需要对每个像素点位置上采用不同尺寸的框提取

候选区域，这些框统称为 ａｎｃｈｏｒ。这里考虑到本项目
缺陷不同尺寸大小，最小的缺陷对应的 ａｎｃｈｏｒ尺寸要
偏小，较大的缺陷所对应的 ａｎｃｈｏｒ尺寸要偏大。针对
本项目中的各类缺陷，凹坑缺陷的尺寸是偏小的，同时

最小的凹坑纵向和横向的尺寸也要占到５１２×５１２尺
寸子图的１％以上；缺口缺陷尺寸纵向类似于凹坑，但
横向跨度比较大在子图尺寸的１／２０～１／１０之间浮动；
划痕缺陷是横向跨度最大的缺陷，达到子图尺寸的

１／５～１／２，但纵向跨度比较小；磨损缺陷比较随机，横
向和纵向尺寸都在子图尺寸的１／６～１／４。根据各种
缺陷的尺寸，设计９种不同的先验 ａｎｃｈｏｒ尺寸，分别
是１２８２，６４２，３２２，每种面积分又为３种长宽比，分别是
２∶１，１∶２，１∶１，这样 ａｎｃｈｏｒ就可以适应所有的缺陷
尺寸。

本项目中设计的ＲＰＮ网络实现过程如图５所示，
输入图片矩阵尺寸为５１２×５１２×１，先通过特征提取
网络提取到３２×３２×５１２尺寸的卷积特征图，再连接
一个３×３大小的滑动窗口。滑动窗口在原图的每个
像素点位置滑动，在每个位置上通过 ａｎｃｈｏｒ提取候选
区域，映射回卷积特征图谱中，提取对应位置的卷积特

征。这部分卷积特征同时输入给两路：其中一路连接

尺寸为１×１，深度为１８的卷积层，输出的是一个１８
维向量，代表该位置的９种 ａｎｃｈｏｒ生成的候选区域是
否为目标；另外一路连接的是尺寸为１×１，深度为３６
的卷积层，输出的是 ３６维向量，代表该位置的 ９种
ａｎｃｈｏｒ生成的候选区域的４个位置参数，分别是候选
框的中心点坐标ｘ，ｙ和候选框的宽和长ｗ，ｈ。
２．４　分类网络设计

通常正、负样本对模型的性能影响非常大，一般情

况下需要做到正、负样本的比例保持在１∶３附近能达
到最佳的分类效果。交并比 ＩｏＵ大于某一阈值可作为
正样本进行分类，ＩｏＵ小于某一阈值的可作为负样本。
在ＲＰＮ输出阶段，需要对正负样本的 ＩｏＵ筛选阈值进
行调节。针对凹坑、缺口缺陷，我们发现将正、负样本

的筛选阈值降低能有效的提高最后的精度，其主要原
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图５　ＲＰＮ网络结构
Ｆｉｇｕｒｅ５　ＲＰＮｎｅｔｗｏｒｋｓｔｒｕｃｔｕｒｅ

因是小目标缺陷对于边框的偏移比较敏感，容易被作

为负样本处理。由于负样本过多正样本过少，在实验

阶段将正样本ＩｏＵ筛选阈值设置为０．３，将负样本的ＩｏＵ
阈值设置为０．１以下，从而获得更多的正样本。我们
发现降低ＩｏＵ阈值将会使正样本中大量的缺陷出现少
量的负样本，对模型的精度有非常大的影响，为了解决

这个问题，在交并比为０．３～０．４的候选区域，我们将
抛弃由小尺寸 ａｎｃｈｏｒ产生的候选区域，选择由大尺寸
ａｎｃｈｏｒ产生的候选区域。如图６所示，边框１是我们
标注生成的ｇｒｏｕｎｄｔｒｕｒｈ（真实边框），边框３和边框２
都是由ａｎｃｈｏｒ转换而来。假设边框３与边框１以及边
框２与边框１之间的ＩｏＵ都为０．３～０．４，那么两者都会
被判断为正样本。然而，虽然边框２和边框１的 ＩｏＵ处
于正样本的筛选范围内，但缺陷目标并不在边框２内，
被判别为正样本显然是不可取的。对于边框３来说，
同样的ＩｏＵ，缺陷目标明显处于边框３内则判断为正样
本是比较合适的。

图６　正负样本筛选机制
Ｆｉｇｕｒｅ６　Ｐｏｓｉｔｉｖｅａｎｄｎｅｇａｔｉｖｅ
ｓａｍｐｌｅｓｃｒｅｅｎｉｎｇｍｅｃｈａｎｉｓｍ

正、负样本的筛选流程如图７所示，对输入的候选
区域计算和ｇｒｏｕｄｔｒｕｔｈ之间的ＩｏＵ：若ＩｏＵ＜０．１则直接

判别为负样本；若０．３＜ＩｏＵ＜０．４，选择１２８
２（最大尺寸

组）的ａｎｃｈｏｒ生成的候选区域作为正样本，其余作为
负样本；若０．４＜ＩｏＵ，则判别为正样本。

图７　正负样本筛选流程
Ｆｉｇｕｒｅ７　Ｐｏｓｉｔｉｖｅａｎｄｎｅｇａｔｉｖｅｓａｍｐｌｅ

ｓｃｒｅｅｎｉｎｇｆｌｏｗｃｈａｒｔ
获得候选区域之后，对于候选区域框使用感兴趣

区域（ｒｅｇｉｏｎｏｆｉｎｔｅｒｅｓｔ，ＲＯＩ）池化层对该区域提取特
征。ＲＯＩ的核心在于不管输入图像的尺寸是多少，卷
积层的通道数都不会变。其算法过程为：假设针对于

一个通道数为固定Ｎ，大小非固定的卷积输出，先将卷
积层分别化成４×４，２×２和１×１的网格，对每个网格
中的每个通道都取最大值（ｍａｘｐｏｏｌｉｎｇ），分别得到
１６Ｎ，４Ｎ，Ｎ的维度的特征，再将所有维度的特征相加
就得到了２１Ｎ维的特征。在目标检测中原始图像的
候选区域可以对应到卷积特征中相同的位置区域。对

于候选区域大小的变化，对应到卷积特征区域的大小

也会不同，采用ＲＯＩ池化层可以将卷积特征中不同大
小的区域计算出相同长度的特征向量。

在ＲＯＩ池化层之后按照常规 ＦａｓｔＲＣＮＮ的分类
网络直接使用全连接层。全连接层有２个输出：一个
输出负责分类；另一个输出负责框回归。分类问题中，

针对金属轴表面缺陷检测，实验缺陷的种类为４种，还
需要加一类“背景类”，针对候选区域无目标的情况，

所以最后分类的输出为５个。框回归问题中，框回归
要做的就是对原始的检测框进行校准，因为ＲＰＮ网络
产生的候选框的位置可能会存在误差。

３　实验分析
３．１　ＦａｓｔｅｒＲＣＮＮ参数设计及训练

数据集总共包含凹坑缺陷、划痕缺陷、磨损缺陷和

缺口缺陷４种类别，总样本一共４００００张，４种缺陷各
１００００张，训练集、验证集和测试集的比例为９８∶１∶１，
随机挑选每种缺陷里的９８％占比的缺陷图作为训练
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集进行ＦａｓｔｅｒＲＣＮＮ模型的训练。模型参数的设置
主要包括类别数设置、特征提取网络相关设置、ａｎｃｈｏｒ

超参数设置和正负样本筛选 ＩｏＵ阈值等。具体参数设
置如表１所示。

表１　模型参数设置
Ｔａｂｌｅ１　Ｍｏｄｅｌｐａｒａｍｅｔｅｒｓｅｔｔｉｎｇ

参数 设置 说明

ｎｕｍ＿ｃｌａｓｓ ４ 类别数

ｆｅａｔｕｒｅ＿ｅｘｔｒａｃｔｏｒ ｖｇｇ１６ 特征提取网络

ｆｉｒｓｔ＿ｓｔａｇｅ＿ａｎｃｈｏｒ＿ｇｅｎｅｒａｔｏｒ ｂａｓｅ＿ａｎｃｈｏｒ＿ｓｉｚｅ＝［６４，６４］
ｓｃａｌｅｓ：［０．５，１．０，２．０］
ａｓｐｅｃｔ＿ｒａｔｉｏｓ：［０．５，１．０，２．０］
ｈｅｉｇｈｔ＿ｓｔｒｉｄｅ：１６
ｗｉｄｔｈ＿ｓｔｒｉｄｅ：１６

ａｎｃｈｏｒ尺寸调节参数

ｒｏｉ＿ｐｏｓｉｔｉｖｅ＿ｒａｔｉｏ ０．３ 正样本交并比阈值

ｒｏｉ＿ｎｅｇａｔｉｖｅ＿ｒａｔｉｏ ０．１ 负样本交并比阈值

　　在 ＧＴＸ１０８０Ｔｉ下，以每 ｂａｔｃｈ为５张图片的数量
进行了大约５万轮的训练，模型达到了收敛。训练时
间为５ｄ４ｈ。
３．２　识别效果分析

课题组在４００张测试集上测试模型的性能，基于

ＦａｓｔｅｒＲＣＮＮＶＧＧＮｅｔ１６深度学习目标检测模型识别
效果如图８所示，目标检测模型会自动判断缺陷所在
位置以及类别，并通过边框将缺陷自动选中，同时会显

示缺陷类别以及置信度。

图８　金属轴表面缺陷识别效果图
Ｆｉｇｕｒｅ８　Ｒｅｃｏｇｎｉｔｉｏｎｅｆｆｅｃｔｏｆｓｕｒｆａｃｅｄｅｆｅｃｔｏｆｍｅｔａｌｓｈａｆｔ

　　同时我们也测试了传统机器视觉目标检测方法在
缺陷测试集上的性能。我们将基于 ＦａｓｔｅｒＲＣＮＮ

ＶＧＧＮｅｔ１６优化后的目标检测模型的性能和传统目标
检测模型进行了对比，如图９所示，在均值平均精度
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ｍＡＰ上ＦａｓｔｅｒＲＣＮＮＶＧＧＮｅｔ１６相比传统的目标检测
模型有较大的提升，在测试集上均值平均精度可以达

到９６．８％。在检测速度上（如图１０所示），ＦａｓｔｅｒＲ
ＣＮＮＶＧＧＮｅｔ１６速度只有２．３帧／ｓ，相比传统方法较
低但也基本上满足了工业检测的实时性。同时随着缺

陷类别的增多，深度学习模型在泛化能力上会远远超

过传统的目标检测算法，只需要通过迁移学习就能在

原始的样本权重上进行训练。

图９　目标检测模型均值平均精度对比
Ｆｉｇｕｒｅ９　Ｍｅａｎａｖｅｒａｇｅｐｒｅｃｉｓｉｏｎｃｏｍｐａｒｉｓｏｎｏｆ

ｏｂｊｅｃｔｄｅｔｅｃｔｉｏｎｍｏｄｅｌ

图１０　目标检测模型检测速度对比
Ｆｉｇｕｒｅ１０　Ｄｅｔｅｃｔｉｏｎｓｐｅｅｄｃｏｍｐａｒｉｓｏｎｏｆ

ｏｂｊｅｃｔｄｅｔｅｃｔｉｏｎｍｏｄｅｌ

４　结语
基于深度学习的目标检测方法能弥补传统的无损

检测方法在缺陷检测上各种不足，同时和传统的机器

视觉目标检测算法相比，在精度和泛化能力上有明显

的优势，唯一不足的地方就是检测速度的问题，未来可

以通过模型的压缩或并行计算等方法对检测速度进行

提升，有效的实现金属轴零部件的高效率检测。
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［信息·简讯］

·行业简讯· 西门子携手奥星推动中国制药行业数字化转型
西门子与奥星制药设备（石家庄）有限公司（奥星）于２０１９年４月１７日签署战略合作协议，将携手奥星在中国制药行业推广数

字化工厂解决方案，并在奥星全面引入西门子基于云的物联网操作系统 ＭｉｎｄＳｐｈｅｒｅ，同时围绕 ＭｉｎｄＳｐｈｅｒｅ构建制药行业的工业互
联网生态系统。奥星将成为中国首家接入西门子ＭｉｎｄＳｐｈｅｒｅ的制药设备制造商。此外，奥星基于ＭｉｎｄＳｐｈｅｒｅ开发了首款应用－－
奥星设备管理系统，致力于帮助制药企业挖掘数据价值，大幅提升设备可用性，这也是首个由西门子中国制药行业合作伙伴开发的

ＭｉｎｄＳｐｈｅｒｅ应用。
西门子与奥星的合作始于２００６年，双方在众多重要项目中深入合作，奥星也是西门子制药行业全球解决方案供应商。西门子

的数字化企业解决方案能够帮助企业缩短产品开发周期、提高生产效率和生产灵活性并改善产品质量。数字化已经成为制药工业

赢得未来竞争的必经之路，奥星正是这条路上的先行者。

（张　争）
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